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n un sentido amplio la inteligencia artificial 
y el aprendizaje automático se ha aplicado 
a los datos médicos desde los inicios de la 

informática dado el profundo arraigo de esta área en la 
innovación, pero los últimos años han sido testigo de una 
generación cada vez mayor de datos relacionados con las 
ciencias de la salud, cuestión que ha dado nacimiento a 
un nuevo campo de las ciencias de la computación lla-
mado big data. Los datos médicos a gran escala (en for-
ma de bases de datos estructuradas y no estructuradas) 
si son apropiadamente adquiridos e interpretados pue-
den generar grandes beneficios al reducir los costos y los 
tiempos del servicio de salud, pero también podrían servir 
para predecir epidemias, mejorar los esquemas terapéu-
ticos, asesorar a médicos en lugares remotos y mejorar 
la calidad de vida. Los algoritmos de deep learning son 
especialmente útiles para manejar esta gran cantidad de 
datos complejos, poco documentados y generalmente no 
estructurados; todo esto debido a que el deep learning 
puede irrumpir al crear modelos que descubren de forma 
automática las características principales, así como las que 
mejor predicen el comportamiento de otras variables den-
tro de una gran cantidad de datos complejos. En el futu-
ro, la relación hombre-máquina en biomedicina será más 
estrecha; mientras que la máquina se encargará de tareas 
de extracción, limpieza y búsquedas de correlaciones, el 
médico se concentraría en interpretar estas correlaciones 
y buscar nuevos tratamientos que mejoren la atención y 
en última instancia la calidad de vida del paciente.
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n a broad sense, artificial intelligence and machine 
learning have been applied to medical data since 
the beginning of computing given the deep roots of 

this area in innovation, but recent years have witnessed an 
increasing generation of data related to health sciences, 
an issue that has given birth to a new field of computer 
science called big data. Large-scale medical data (in the 
form of structured and unstructured databases) if properly 
acquired and interpreted can generate great benefits by 
reducing costs and times of health service, but could also 
serve to predict epidemics, improve therapeutic schemes, 
advise doctors in remote places and improve the quality 
of life. The deep learning algorithms are especially useful 
to deal with this large amount of complex, poorly docu-
mented and generally unstructured data, all this because 
deep learning can break when creating models that auto-
matically discover the predictive characteristics of a large 
amount of complex data. In the future, the human-ma-
chine relationship in the medical evaluation will be nar-
rower and complex; while the machine would be respon-
sible for extraction, cleaning and assisted searches, the 
physician will be concentrate on both, data interpretation 
and the best treatment option, improving the patient´s at-
tention and ultimately, quality of life.
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l cerebro humano ha evolucionado a lo largo 
de decenas de miles de años para percibir e 
interpretar estímulos visuales. Sin embargo, 

cuando un ordenador intenta ejecutar tareas de recono-
cimiento de imágenes, los algoritmos secuenciales utiliza-
dos en otras áreas de la computación carecen de precisión 
en sus resultados1. Esto se debe a la incapacidad de tales 
algoritmos de transformar la información de bajo nivel 
(matriz tridimensional de números) a conceptos de alta 
complejidad tal como lo hace el humano (Figura 1); este 
problema se conoce como vacío semántico2. 

Una computadora percibe las imágenes mediante un Chip 
CMOS, como sucedáneo de nuestra retina, traduce la in-
tensidad de luz a señales eléctricas que posteriormente 
se procesan y cuantifican en unidades llamadas pixeles3. 
En la Figura 1 por ejemplo, aunque fácilmente un ser hu-
mano puede identificar un perro en la imagen, para la 
computadora simplemente es una matriz numérica de 
301x301x3 pixeles, es decir algo más de medio millón de 
números que oscilan entre 0 (negro) y 255 (blanco), El 
problema consiste en averiguar como el ordenador puede 
traducir esta matriz a un único concepto: “perro”.

Para dar solución a este problema, nuestro cerebro no 
convierte las imágenes en pixeles, sino que las descom-
pone en características como el color, la textura, forma, 
bordes, tamaño, ubicación, relación con otras imágenes, 
movimiento, continuidad, experiencias previas; integrando 
esta información en diferentes zonas de la corteza visual. 
Según la teoría más aceptada hasta la fecha, el modelo 
ventral-dorsal1,4 propuesto por Milner y Goodale en 1992 
y luego refinada por Norman en el 2000, plantea que ex-
isten dos vías bien definidas que transmiten información 
por las áreas visuales: a) La ruta dorsal: que comienza en el 
área V1 cruza a través de las áreas V2, dorso-medial (V6) 
y el área visual V5 y llega a la corteza parietal posterior. 

Esta vía se conoce como la “ruta del dónde” o “ruta del 
cómo”, y está asociada al movimiento, representación y 
ubicación de los objetos; el control de los ojos (movimien-
tos del ojo de tipo sacádico) y los brazos; b) La ruta ventral 
comienza en V1 y sigue a través de las áreas V2 y V4, y 
de allí a la corteza temporal inferior. La ruta ventral es 
llamada la “ruta del qué” y está asociada al reconocimien-
to y representación de los objetos, también está asociada 
con el almacenamiento de la memoria de largo término y 
el reconocimiento de patrones. Todas las áreas en la ruta 
ventral están influenciadas por factores extra-retinianos. 
Estos factores incluyen atención, memoria de trabajo y 
relevancia del estímulo. Por lo tanto, esta vía no solo pro-
porciona una descripción de los elementos en el mundo 
visual, sino que también juega un papel crucial al juzgar la 
importancia de estos elementos.

Estas bases fisiológicas constituyen los elementos funda-
mentales del aprendizaje automático, el cual representa 
una potencial herramienta bioinformática para el procesa-
miento de datos en la actualidad. Por ello, en esta revisión 
se describe la evolución historia del deep learning, como 
un componente de la inteligencia artificial y su posible uti-
lización en la medicina moderna.

Enfoque basado en datos o aprendizaje automático
Con el enfoque del aprendizaje automático se intenta 
emular la característica humana de experiencias previas, 
para esto se le proporciona al ordenador gran cantidad 
de imágenes cada una de estas con la etiqueta corres-
pondiente al concepto que se desea reconocer (datos de 
entrenamiento) con el objetivo de entrenar un conjuntos 
de hipótesis o posibles técnicas que aprendan la aparien-
cia visual de cada concepto, seleccionando aquella técnica 
que de la mejor solución, es decir que pueda predecir con 
la mayor precisión las etiquetas de nuevas imágenes no 
usadas en la etapa de entrenamiento (datos de prueba), 
este enfoque de acumulación de datos se representa en 
la Figura 2. 
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Figura 1. Una sección amplificada de una fotografía 
muestra como realmente una computadora percibe una 
imagen, en este caso la oreja de un perro descrita por una 
matriz de números.

Figura 2. Para reconocer si un paciente tiene cierta enfer-
medad o no, el ordenador obtiene un conjunto de datos 
mixtos el cual divide entre datos de entrenamiento y de 
prueba, una vez el algoritmo seleccionado es entrenado, 
se evalúa la precisión del modelo al predecir etiquetas de 
datos de prueba.
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Aprendizaje automático basado 
en el funcionamiento del cerebro
El término deep learning se refiere a un conjunto de méto-
dos que permiten a una computadora descubrir automáti-
camente las características de alto nivel necesarias para la 
clasificación a partir de los datos en su estado natural utili-
zando múltiples capas de representación. El método inten-
ta imitar la actividad en capas de neuronas en el neocór-
tex, sector que agrupa el ochenta por ciento del cerebro y 
donde ocurre el pensamiento. El software aprende, en un 
sentido muy real, a reconocer patrones en las representa-
ciones digitales de sonidos, imágenes y otros datos5. 

El deep learning tiene el potencial de transformar una 
gama de sectores, no menos importante, el relacionado 
con la salud. Donde se le conoce como medicina de caja 
negra, porque aunque el algoritmo es capaz de diag-
nosticar lesiones cutáneas potencialmente malignas con 
la misma precisión que un dermatólogo certificado6, las 
reglas para diagnosticar si es benigna o no son definidas 
por él mismo, y a menudo sin dejar un registro claro que 
explique sus decisiones7. Aun así, las ventajas son mucho 
mayores, el deep learning junto a los especialistas del sec-
tor pueden hacer del diagnóstico médico una tarea más 
rápida y precisa (inmensas posibilidades para mejorar los 
diagnósticos, la creación de vías de atención y la reproduc-
ibilidad en los procedimientos quirúrgicos para, en última 
instancia, lograr mejores resultados clínicos.), por ejem-
plo, Arterys, un sistema de imagenología cardíaca asistido 
por Inteligencia Artificial (IA) y entrenado con 3.000 casos 
cardiacos en los que se analizó el corazón y el flujo san-
guíneo, al estar conectado a una máquina de resonancia 
magnética, puede examinar el flujo sanguíneo y las imá-
genes obtenidas para generar contornos editables propor-
cionando una imagen precisa de un corazón en segundos, 
un proceso que dura normalmente una hora de trabajo 
manual y que no requiere un pensamiento creativo, esto 
redunda en que el especialista tendrá más tiempo para 
dedicarse a idear otros tratamientos potenciales8.

Breve historia del deep learning
El perceptrón
Una red neuronal biológica se considera el sistema mejor 
organizado para procesar información de diferentes senti-
dos tales como la vista, el oído, el tacto, el gusto y el olfato 
de una manera eficiente. Uno de los mecanismos clave 
para el procesamiento de la información en un cerebro 
humano es la complicada información de alto nivel que se 
procesa mediante las conexiones (llamadas sinapsis), de 
un gran número de elementos estructuralmente simples 
(llamados neuronas). En el aprendizaje automático, las re-
des neuronales artificiales son una familia de modelos que 
imitan la elegancia estructural del sistema neural y apren-
den patrones inherentes a las observaciones9, la similitud 
puede apreciarse en la Figura 3. 

La idea nace de los trabajos del psicólogo Frank Rosen-
blatt quien desarrolló el perceptrón10, el primer algoritmo 
para entrenar una red neuronal basado en los trabajos de 
McCulloch y Pitts11, que aunque no sigue exactamente 
el funcionamiento de las redes biológicas, produce un 
resultado simple, una neurona suma las múltiples entra-
das ponderadas por la medida de la fuerza de conexión 
sináptica (parámetros), la suma se hace pasar por una 
función de activación no lineal  o estado de la neurona 
(las funciones no lineales se usan para modelar dinámicas 
relativamente complejas), múltiples neuronas pueden 
apilarse en una capa para generar múltiples salidas, los 
parámetros de esas neuronas son recalculados con el fin 
de disminuir la medida de la diferencia entre la salida 
deseada y la salida real, conocida como error (Figura 4).

Posteriormente en 1969 Minsky publicó junto con Papert 
la obra “Perceptrons”12, donde mostraron todas las limita-
ciones de los perceptrones, en particular el aprendizaje en 
clases que no son linealmente separables como la función 
XOR (función lógica OR exclusiva), el argumento principal 
de Minsky en contra de los perceptrones, era que el al-
goritmo de aprendizaje de Rosenblatt no trabajaba para 
múltiples capas, ya que solo especifica la salida correcta 
para la capa de salida, así que no era posible calcular los 
parámetros correctos para las capas intermedias, esto llevo 
a las redes neuronales a un periodo de pocos progresos.

Las redes neuronales pueden organizarse 
en múltiples capas
Durante varios años las perspectivas no fueron buenas 
para las redes neuronales pero, ¿Por qué?, La idea del 

Figura 3. (a) Diagrama que muestra como el funciona-
miento y la estructura de las redes neuronales biológicas 
inspiraron el funcionamiento netamente matemático del 
primer modelo de neurona artificial, el perceptrón (b).

Figura 4. Cada neurona aprende a identificar un número, 
la medida de la diferencia de las salidas se conoce como 
error que ajusta los parámetros de forma optima
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conexionismo era usar muchas capas de neuronas ma-
temáticamente simples para resolver problemas comple-
jos. La solución fue el desarrollo de un procedimiento de 
aprendizaje para redes neuronales más sofisticadas que los 
simples perceptrones, creando representaciones internas o 
subprocesos de una tarea en particular, estas representa-
ciones son modeladas por capas “ocultas” con estados no 
especificados por la tarea tal como se muestra en la Figura 
4, el nivel de sofisticación de estas redes permite al menos 
teóricamente implementar cualquier función computable13.

Propagación hacia atrás 
Ahora que se conocían las ventajas y utilidad de una ar-
quitectura multicapa en una red neuronal, se debía bus-
car una forma práctica para el ajuste de los parámetros 
de las capas ocultas con los ejemplos de entrenamiento, 
con la finalidad de minimizar el error a un valor cercano 
a cero. Una manera elegante de resolver este problema 
fue el diseño de un algoritmo llamado “propagación hacia 
atrás”, que utiliza la regla de cadena (ecuación utilizada 
en cálculo para hallar la derivada de funciones anidadas), 
es decir dado que la salida  depende de la salida de las 
neuronas en la capa oculta, el cálculo asigna parte de la 
“culpa” del error a las neuronas de la capa oculta inme-
diatamente anterior, esta a su vez a la anterior si existe, 
así hasta propagar el error hacia atrás. De esta forma se 
conoce cuanto cambia el error en la salida si se cambia 
cualquier parámetro de la red, incluidos aquellos en las 
capas ocultas, por último para encontrar los parámetros 
óptimos se recurre por lo general, a una técnica llamada 
gradiente descendente estocástico (SGD). 

Aunque varias investigaciones usaron esta técnica en com-
putadoras14, no fue hasta la tesis doctoral de Paul Werbos 
que se estudió en profundidad el entrenamiento de re-
des neuronales multicapas usando la propagación hacia 
atrás15, aunque a su aplicación no se le prestó atención 
debido a los efectos adversos del periodo oscuro de las re-
des neuronales. Sin embargo, su trabajo fue descubierto y 
popularizado una década después por Rumelhart, Hinton 
y William16, quienes siguiendo esta línea publicaron otro 
artículo donde presentaban el nuevo algoritmo de apren-
dizaje y abordaron los problemas discutidos por Minsky en 
“Perceptrons”12. Esta formulación hizo comprender cómo 
las redes de neuronas multicapa podían ser entrenadas 
para abordar complejos problemas de aprendizaje17.

Las redes neuronales aprenden a ver
Las redes neuronales resultan ser efectivas al entrenarse 
con data estructurada, por ejemplo: base de datos de pre-
cios de casas en función de sus características, la relación 
entre fenotipos metabólicos y los niveles de insulina plas-
mática. Pero se les dificulta manejar datos no estructura-
dos como una imagen médica, una pieza de sonido o un 
historial médico electrónico18. 

En el caso de datos no estructurados, por ejemplo una 
imagen, está compuesta de una matriz de datos, donde 
cada dato representa la intensidad de un pixel, cada pixel 
se convierte en una entrada a la red, esto causa que la neu-

rona solo puede recibir un valor por cada entrada, por lo 
tanto la imagen debe ser aplanada, es decir cada fila de la 
matriz se apila al lado de la siguiente, convirtiéndose en un 
vector muy largo; si se trabaja con una imagen de 40x40 
pixeles y suponiendo que se encuentra en escala de grises, 
se tendrá 1600 variables de entrada. El aplanamiento cau-
sa que se pierda toda relación espacial de un pixel con sus 
pixeles vecinos, en esta relación está la clave de muchos 
algoritmos de pre-procesamiento de imágenes19-21.

Las Redes Neuronales Convolucionales (CNN, pos sus si-
glas en inglés) funcionan de forma diferente pues en lugar 
de aplanar la imagen y usar un vector de pixeles usan una 
matriz más pequeña conocida como filtro o detector de 
características, en la Figura 5 se muestran filtros como una 
matriz de 2x2, la cual pondera a cada subconjunto de 2x2 
en la matriz de la imagen, la suma de todas las pondera-
ciones se almacena como un dato de una nueva matriz 
conocida como mapa de características, se crean distintos 
mapas de características usando valores distintos en la ma-
triz de filtros para construir la primera capa convolucional.

Luego, se aplica una función no lineal (ReLU) al mapa de 
características y al igual que las redes neuronales es ne-
cesaria una función no lineal a la salida, dada la natura-
leza de los datos de entrada, en general se considerara al 
mapa de características junto a la función no lineal ReLU 
como una única capa convolucional. La siguiente capa se 
conoce como pooling o muestreo, la cual básicamente 
toma una sección del mapa de características y extrae un 
valor representativo, en el caso del max pooling el máximo 
valor en la sección muestreada. La capa pooling es una 
versión reducida del mapa de características, esta capa es 
importante dado que dota al modelo de invariabilidad, es 
decir si el objetivo es detectar una microfractura, el tipo de 
microfractura, el tamaño de la microfractura, los artefac-
tos usados para la radiografía, la posición de la microfrac-
tura, entre otros; es irrelevante para el modelo y siempre 
intentará detectarla como una microfractura. 

La red mostrada en la Figura 5 exhibe el esquema básico 
de una secuencia convolucional-ReLU-muestreo, donde la 
última capa pooling se aplana y sirve como entrada a una 
red neuronal que se encarga de la clasificación. En este 
caso, el entrenamiento de los parámetros que forman los 
filtros CNN es similar al de las redes neuronales. El desa-

Figura 5. Arquitectura de una Redes 
Neuronales Convolucionales
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rrollo de esta topología vino en 1989, cuando LeCun et 
al., en los laboratorios Bell de AT&T demostró una muy 
significativa aplicación en la detección de números escri-
tos a mano con el fin de reconocer el código postal en una 
carta22. Las CNN se inspiraron en la naturaleza jerárquica 
de las redes neuronales en la corteza visual descubierta 
por Huber y Wiesel23 donde una célula en una etapa su-
perior tiende a responder selectivamente a una caracte-
rística más complicada del patrón de estimulo y, al mismo 
tiempo, tiene un campo receptivo más grande, y es más 
insensible al cambio de posición del patrón de estímulo. 
A mediados de los 90’s los trabajos de LeCun resultaron 
en la mayor aplicación comercial de las CNN hasta esa 
fecha, la lectura automática de cheques24 que a finales 
de los 90’s procesaban cerca del 20% de los cheques en 
los EEUU.

Las redes neuronales comprenden 
el lenguaje hablado y escrito
Al igual que la escritura, la compresión del lenguaje (en 
cualquier idioma) por una máquina es otro problema di-
fícil de resolver debido a las casi infinitas variaciones que 
podemos obtener al pronunciar palabras (acento, tono de 
voz, velocidad, entonación, etc.), sumado a todo esto, se 
sobre-impone otro desafío que resolver: largas secuen-
cias de entrada generadas en tiempo real. En el caso de 
las imágenes, resulta relativamente fácil usar una red 
neuronal que sustraiga e identifique una letra dentro 
una imagen, sin embargo, el proceso que debe realizarse 
con un archivo de audio o una conversación no es tan 
simple ya que: primero separar el habla en caracteres es 
completamente impráctico e incluso encontrar palabras 
individuales dentro de una conversación no es fácil y se-
gundo el contexto de la conversación (si se comprende) 
hace mucho más fácil encontrar el significado de cada 
palabra en contraposición a reconocer y definir cada pa-
labra individualmente. 

Si bien la estructura de una CNN funciona bastante bien 
para las imágenes, no es en absoluto adecuado para largos 
flujos de información continua con significado en tiempo 
y espacio (como el audio o el texto), pues la red neural ca-
rece de “memoria” que permita que una entrada pueda 
afectar a otra entrada procesada posteriormente. En otras 
palabras, una red capaz de procesar lenguaje debe ser ca-
paz de manejar una cadena de palabras o de sonidos que 
se suman en el tiempo y que globalmente entregan un 
significado en lugar de una sola entrada de gran informa-
ción que se entrega completa de una sola vez. 

Para abordar el problema de la comprensión del habla, los 
investigadores trataron de modificar las redes neuronales 
para procesar la entrada como un flujo de datos conti-
nuos (en lugar de grandes lotes como en las imágenes). 
Para ello crearon una versión aplanada de la red neuronal 
(Figura 6), a la vez que la capa oculta tiene una bifurca-
ción que se redirige al cuerpo de la neurona. La Figura 7 
muestra la forma común de representar una Red Neuronal 
Recurrente (RNN, por sus siglas en inglés), que al desenro-
llarse exhibe múltiples copias de la misma red que pasan 

el mensaje de una copia a otra. Las bases de este tipo de 
arquitectura de red neuronal se remontan a los trabajos de 
Waibel et., al en redes neuronales con retardos de tiempo25.

En este sentido, las RNN son bastantes similares a las CNN, 
pero en lugar de adquirir todos los datos al mismo tiempo, 
cada neurona observa solo un subconjunto de la entrada 
por ejemplo en la Figura 7: “Yo soy de Colombia”, sería 
un subconjunto visto por la red en un tiempo determi-
nado, a cada uno de estos subconjuntos se le aplica el 
mismo cálculo, pero hasta allí llegan las similitudes. En las 
CNN no existe el concepto de redes que se bifurcan sobre 
si mismas en el tiempo, además en las RNN hay entradas y 
salidas secuenciales de datos en lugar de un recorrido por 
toda la data de entrada para generar un resultado como 
es el caso de las capas de las CNN. Dada la naturaleza cí-
clica de la red, el concepto de propagar el error hacia atrás 
no aplicaría, la solución es desenrollar la red tal como se 
mostró en la Figura 8, tratando cada bucle a través de 
la red neuronal como una entrada a otra red neuronal 
por un número limitado de veces, proceso conocido como 
propagación hacia atrás a través del tiempo26. 

En experimentos posteriores, Bengio demostraría la difi-
cultad de entrenar una RNN de forma óptima27, debido 
a que los parámetros de la red solo tienen en cuenta de-
pendencias a corto plazo. Por ejemplo, considerando un 
modelo de lenguaje que intenta la predicción de una pa-
labra basada en las palabras anteriores en una frase: si el 
objetivo es predecir la última palabra en “Jorge está dur-
miendo en su cama” no se necesita otro contexto para sa-
ber que la última palabra es cama. En este caso cuando la 
brecha de información relevante y el lugar que se necesita 
es pequeño, las RNN pueden aprender a usar la infor-

Figura 6. Arquitectura simple de una red 
neuronal multicapa

Figura 7. Arquitectura de una Red Neuronal Recurrente
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mación pasada. Pero en el caso donde la brecha entre la 
información relevante y el punto donde se necesita puede 
llegar a ser grande, como en la frase “Soy Colombiano… 
hablo con fluidez español”, el contexto se encuentra en 
Colombiano, pero dada la distancia es posible que la red 
no trabaje correctamente. Este fenómeno se puede ob-
servar detalladamente en la Figura 9, pues el algoritmo de 
propagación hacia atrás no trabaja adecuadamente para 
RNN con largas dependencias (en realidad, la propagación 
hacia atrás no trabaja bien para redes muy largas).

Arquitecturas profundas

Diverso resultados teóricos revisados sugieren que para 
aprender el tipo de funciones complicadas que pueden 
representar abstracciones de alto nivel (por ejemplo, 
visión y lenguaje), se requieren arquitecturas profundas, 
este tipo de arquitecturas requieren muchas menos neu-
ronas en total, resultando en una reducción del número 
de parámetros, lo que permite entrenar redes con una 
base de datos relativamente pequeña29. Pero más impor-
tante aún, en comparación con la arquitectura superficial 
que necesita un extractor de características “bueno”, dis-
eñado principalmente por las habilidades de ingeniería o 
conocimiento de dominio experto, los modelos profundos 
son buenos para descubrir las características automática-
mente de forma jerárquica9.

Vanishing gradient problem
La clave del “deep learning” es tener muchas capas en los 
sistemas actuales de hasta veinte o más, pero ya a fina-
les de los ochenta se sabía que las redes neuronales con 
muchas capas entrenadas con propagación hacia atrás 
simplemente no funcionaban bien, y en particular no 
funcionaba tan bien como las redes con menos capas29. 
Pues bien, teniendo en cuenta que el error en la salida se 
propaga hacia atrás, todas las neuronas en la red actual-
izan los parámetros de aprendizaje en función del valor de 
la culpa adjudicado a cada neurona. Ahora al actualizarse, 
esos parámetros son multiplicados por las salidas de una 
neurona para convertirse en la entrada de la próxima y así 
sucesivamente hasta llegar a la salida, el problema ocurre 
cuando el error empieza a disminuir, los valores del er-
ror que se propagan hacia las capas más cercanas a la 
entrada son muy pequeños, y por lo tanto los parámetros 
de aprendizaje en esas capas se actualizan de forma más 
lenta, el resultado es que luego de varias iteraciones las 
capas más próximas a la entrada no alcanzan a actual-
izarse hasta sus valores óptimos en un tiempo razonable, 
y más importante aún, son estas capas las responsables de 
extraer las características básicas que luego serán usadas 
por las capas de orden superior, este es el problema que 
dificulta a las RNN tener memoria de largo plazo30,31. 

En el caso de las RNN. la solución llego usando un nuevo 
concepto conocido como Memoria de Corto y Largo 
Plazo (LSTM, por sus siglas en inglés) trabajo hecho por 
dos importantes investigadores en RNN Schmidhuber y 
Hochreiter32, pero, esto hizo poco para arreglar el prob-
lema más grande, la percepción de que las redes neurales 
eran poco fiables y no trabajaron muy bien. Las computa-
doras además no tenían la suficiente velocidad de pro-
cesamiento y no había suficientes datos, esto hizo que 
los investigadores perdieran la fe en este enfoque de IA. 
De esta manera, mediados de los años 90 el estudio de 
las redes neuronales se estancó de nuevo y un método 
denominado Maquinas de Vectores de Soporte (SVM, por 
sus siglas en inglés), que en términos muy sencillos podría 
describirse como una forma matemáticamente óptima de 
formación de un equivalente a una red neuronal de dos 
capas, se desarrolló y empezó a considerarse superior a las 
complicadas redes neuronales33.

Figura 8. Algoritmo de propagación hacia atrás del error

Figura 9. (a) Red Neuronal Recurrente con dependencias 
cortas (b) Red Neuronal Recurrente con dependencias largas
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La conspiración del “deep learning” 
Con el ascenso de las SVM, el vanishing gradient prob-
lem, la falta de datos y una velocidad de procesamiento 
insuficiente, el nuevo milenio fue un tiempo oscuro para 
la investigación en redes neuronales. Pero todo empezó 
a cambiar cuando el Instituto Canadiense para Estudios 
Avanzados apoyó a un pequeño grupo de investigadores 
para que siguiera trabajando en el tema. Como lo diría 
Geoffrey Hinton, quien dirigía el proyecto, ellos tramaron 
una conspiración; dado el estigma de las redes neu-
ronales se decidió “rebautizar” el campo con el nombre 
de deep learning.

Pero más importante que el nombre fue la idea, en su 
trabajo revolucionario de 200634, el equipo demostró que 
las redes neuronales con muchas capas podría ser bien 
entrenadas si los parámetros se inician de una manera in-
teligente en lugar de aleatoria, que era la manera como se 
hacía hasta ese momento, pero ¿Cuál es la manera inteli-
gente de inicializar los parámetros?, la solución era usar un 
nuevo algoritmo, las máquinas restrictivas de Boltzmann.

Máquinas Restrictivas de Boltzmann (RBM)
Las RBM son redes neuronales superficiales de dos 
capas, la primera capa se denomina capa visible (o, de 
entrada) y la segunda, denominada capa oculta. Las RBM 
se caracterizan por el hecho que no existe comunicación 
intra-capa entre nodos, en este punto los parámetros son 
inicializados aleatoriamente; si los datos son imágenes en 
escala de grises, por ejemplo, cada pixel es asignado a 
cada nodo de la capa visible, la multiplicación de cada uno 
de estos pixeles por los parámetros en la red, sirven como 
entrada a la capa oculta, alimentando la función no lineal 
de salida de cada una de las neuronas de esta capa, la 
salida de una RBM se conecta a la entrada de la siguiente, 
así sucesivamente hasta la capa final que genera la salida 
deseada (Figura 10). 

La siguiente fase es una reconstrucción de la base de da-
tos de una forma no supervisada (no supervisada se re-
fiere al hecho de que el modelo no conoce el resultado 
correcto en un ejemplo de entrenamiento, es decir que 
no se conoce  a la salida). El procedimiento es usar el 
resultado de la RBM como entrada a la capa visible, una 
vez que cada salida es multiplicada por los parámetros 
intermedios, la sumatoria alimenta la función no lineal 
que genera una reconstrucción de la entrada, esto es, una 
aproximación al valor de los pixeles de la imagen, tal como 
se muestra en la Figura 1135.

Dado que los parámetros de una RBM se inicializan alea-
toriamente, la medida de la diferencia entre la imagen 
reconstruida y la original (conocida como error de recon-
strucción) es grande, este error se propaga hacia atrás 
para ajustar los parámetros en un proceso iterativo igual al 
aplicado en las RNA estándar. La salida de la Figura 10 se 
puede definir como la probabilidad de que la salida sea  
dada  parametrizado por : , en el caso 
de la Figura 11, el resultado es la probabilidad de que la 
salida sea  dado  parametrizada 
por : .

El proceso de reconstrucción estima la distribución de 
probabilidad de la entrada original; esto es, los valores de 
muchos pixeles a la vez, este tipo de algoritmos se conocen 
como modelos generativos36, que difieren al llamado 
aprendizaje discriminatorio realizado por la clasificación, 
que discrimina las entradas entre clases o etiquetas. Las 
RBM utilizan la divergencia de Kullback-Leibler para medir 
la distancia entre la distribución de probabilidad estimada 
y la distribución real de la entrada37, midiendo las áreas no 
superpuestas o divergentes bajo las dos curvas, tal como 
se muestra en la Figura 12. 

Figura 10.

Figura 11

Figura 12
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El algoritmo de propagación hacia atrás de las RBM in-
tenta minimizar esas áreas de modo que las entradas 
ponderadas por los parámetros compartidos, produzcan 
una aproximación cercana a la entrada original. A la iz-
quierda de la Figura 12 está la distribución de probabi-
lidad de un conjunto de entrada original 

, yuxtapuestos a la distribución reconstruida 
; mientras 

que a la derecha, la integración de sus diferencias. 
Mediante el ajuste iterativo de los pesos según el error 
que producen, un RBM aprende a aproximar los datos 
originales. Se podría decir que los pesos vienen lentamente 
a reflejar la estructura de la entrada, que se codifica en 
las activaciones de la primera capa oculta. El proceso de 
aprendizaje se parece a dos distribuciones de probabilidad 
que convergen paso a paso38.

Bengio et al.39, continuaron sus investigaciones y en un 
reporte en 2007 argumentaron que los métodos con 
muchos pasos de procesamiento, o de manera equivalente 
con representaciones jerárquicas de los datos, son más 
eficientes para problemas difíciles que los métodos 
superficiales como las SVM. También presentaron razones 
de la importancia del pre-entrenamiento no supervisado, 
y concluyeron que esto no sólo inicializa los pesos de una 
manera más óptima, sino lo que es más importante conduce 
a representaciones más útiles aprendidas de los datos.

Para el año 2012 los avances en el uso de Unidades de 
Procesamiento Gráfico (GPUs, por sus siglas en inglés)40, la 
técnica de dropout para prevenir el sobre-entrenamiento41 
y el uso de la función de activación ReLU para prevenir el 
desvanecimiento del gradiente por saturación42-45, fueron 
usados por una red convolucional profunda para batir el 
récord en 10,8% en el desafío de reconocimiento visual a 
gran escala en ImageNet con 1,3 millones de imágenes de 
alta resolución, cuyo objetivo es discriminar cerca de 1000 
clases diferentes46. 

“Deep learning” y datos médicos
Es importante recordar que la IA (en el sentido amplio) y 
el aprendizaje automático se ha aplicado en el análisis de 
datos médicos, incluidos los estudios por imágenes desde 
los primeros días de la informática47. Los sistemas de diag-
nóstico asistido por ordenador han existido desde los años 
setenta48, el procesamiento automatizado y el análisis de 
señales de tiempo unidimensionales (por ejemplo, elec-
trocardiogramas) ha existido durante décadas49, pero los 
últimos 10 años han sido testigo de una generación cada 
vez mayor de datos relacionados con las ciencias de la sa-
lud, cuestión que nos ha llevado a ingresar en un campo 
de las ciencias de la computación llamado big data y a una 
nueva disciplina llamada big data analysis50. 

Los datos médicos a gran escala (en forma de bases de 
datos estructuradas y no estructuradas) si son apropiada-
mente adquiridos e interpretados pueden generar gran-
des beneficios al reducir los costos del servicio de salud (lo 
cual ya en la actualidad se está utilizando), pero también 
podrían servir para predecir epidemias, mejorar los esque-

mas terapéuticos, asesorar a médicos en lugares remotos 
y mejorar la calidad de vida de pacientes. El objetivo ahora 
es entender la mayor información sobre un paciente y tan 
temprano en su vida como sea posible, detectando seña-
les de una enfermedad peligrosa en una etapa temprana 
en la cual que el tratamiento sea más simple (y menos 
costoso) que en una etapa mucho más avanzada51.

Lamentablemente, la mayoría de los datos de salud están 
menos organizados y estandarizados que los datos de imá-
genes médicas. Por ejemplo, en muchos países aún las his-
torias clínicas se encuentran con base analógica en papel y 
en aquellos países que cuentan con registros electrónicos, 
la información es altamente heterogénea y muchas veces, 
inconsistente, que incluye datos demográficos, diagnósti-
cos, procedimientos, resultados de pruebas de laboratorio 
y medicamentos, así como notas clínicas no estructuradas 
en texto libre. En este contexto, es muy difícil al menos en 
la actualidad, para los modelos de aprendizaje profundo 
(como lo es para el cerebro humano) reconocer patrones 
confiables de información dispersa y ruidosa que de infor-
mación estructurada. 

De igual manera, resulta dispendioso el tiempo en que el 
médico debe ingresar información dentro del sistema (o 
en papel) que le suministra un paciente en vez de utilizar 
este tiempo en la valoración clínica del mismo o dedicar 
más tiempo al paciente en la educación o explicaciones 
sobre su patología. En este caso en particular, existe inves-
tigación muy activa en el desarrollo de un sistema basado 
en machine learning u otras técnicas de IA capaces de 
reconocer el lenguaje natural de la relación médico pa-
ciente y realizar las anotaciones pertinentes derivadas de 
la conversación entre ambos. Esto es de vital interés en el 
área de salud, pues ha sido consistentemente reportado 
que la documentación de datos clínicos, su búsqueda y 
posterior revisión es la causa principal de pérdidas en la 
productividad del médico en los EUA. De hecho, se estima 
que un médico en promedio invierte del 34 al 55% de su 
día laboral haciendo anotaciones y revisando registros mé-
dicos electrónicos en menoscabo de la interacción directa 
con sus pacientes52.

Otro desafío relacionado con lo anterior es que los pacien-
tes con un estatus socioeconómico bajo pueden tener da-
tos particularmente no confiables, tales como información 
faltante o incorrecta dentro de los registros electrónicos 
de salud o más aún en los analógicos, debido a la recep-
ción de atención fragmentada en múltiples instituciones 
que no están interconectadas. En estos casos, los algorit-
mos de aprendizaje profundo pueden ser de poca ayuda 
para estos pacientes reforzando las inequidades de salud 
ya existentes.

Los algoritmos de deep learning son especialmente útiles 
para tratar gran cantidad de datos, especialmente de na-
turaleza compleja, poco documentados y generalmente 
no estructurados, como por ejemplo imágenes, registros 
médicos electrónicos, datos de sensores, entre otros. El 
aprendizaje automático tradicional requiere la extracción 



598

de características de los datos antes de ser implementada 
sobre los modelos, esto adiciona el problema de la nece-
sidad de un profundo conocimiento del área, y que, aun 
teniendo al personal idóneo, la gran cantidad de variables 
pueden desbordar la capacidad del profesional para en-
contrar nuevos patrones. En este escenario, el deep lear-
ning puede irrumpir al crear modelos que descubren de 
forma automática las características predictoras de una 
gran cantidad de datos complejos53. 

Aunque se encuentra en pleno desarrollo, la aplicación 
de estos algoritmos en el área médica ha dado resultados 
importantes a varios desafíos, tal es el caso de la detección 
de mitosis anormales en imágenes histológicas de cáncer 
de mama usando CNN profunda49. Otro avance importan-
te es la clasificación de mutaciones con el fin conocer la 
probabilidad de que alguna alteración genética cause una 
enfermedad, esto se ha utilizado para descubrir nuevos 
determinantes genéticos del autismo, cánceres de tipo he-
reditarios y la atrofia muscular espinal1,54. El descubrimien-
to de compuestos bioactivos con los efectos farmacoló-
gicos y su modificación químico-estructural para mejorar 
su potencia y el diagnóstico precoz de la enfermedad de 
Alzheimer en su etapa prodrómica – el deterioro cognitivo 
leve- son aplicaciones que han despertado gran interés en 
la comunidad médica, que espera su rápido desarrollo y 
una mejor interoperabilidad en los modelos55.

Son varias las áreas donde la inteligencia artificial ha logra-
do sus mejores aportes en el área de biomedicina, un área 
clásica de desarrollo ha sido la visión por computadora y el 
reconocimiento de objetos (OR). La primera se enfoca en 
la comprensión de imágenes y video, además de ocuparse 
de tareas como la clasificación, detección y segmentación 
de objetos, que son útiles para determinar si un estudio 
por imágenes de un paciente contiene alguna estructura 
anormal como una tumoración. Muchos estudios han de-
mostrado resultados prometedores en diagnósticos com-
plejos que abarcan dermatología, radiología, oftalmología 
y anatomía patológica; los diagnósticos a nivel de imagen 
han tenido bastante éxito al emplear métodos basados   en 
CNN, esto se debe en gran parte al hecho de que las CNN 
han logrado un desempeño igual al humano en tareas de 
clasificación de objetos, en las cuales aprenden a clasificar 
el objeto contenido en una imagen56. 

De manera similar, los algoritmos de detección y seg-
mentación de objetos identifican partes específicas de 
una imagen que corresponden a objetos particulares, los 
métodos CNN toman los datos de la imagen como en-
trada y lo deforman iterativamente a través de una serie 
de operaciones convolucionales y no lineales hasta que 
la matriz de datos sin procesar original se transforma en 
una distribución de probabilidad sobre posibles clases de 
imagen. Sorprendentemente, los modelos de aprendiza-
je profundo han logrado una precisión a nivel médico en 
una amplia variedad de tareas de diagnóstico, incluida la 
identificación de lunares de melanomas, retinopatía dia-
bética, riesgo cardiovascular y estudios de fondo de ojo y 
tomografía de coherencia óptica, la detección de lesiones 

mamarias en mamografías y la búsqueda de lesiones en la 
columna a partir de imágenes de resonancia magnética57.

Una segunda área de gran interés es el procesamiento 
del lenguaje natural (PNL), el cual se centra en analizar el 
texto y el habla para inferir el significado de las palabras. 
En este caso, las RNN son efectivas en el procesamiento 
de entradas secuenciales, como el lenguaje, el habla y los 
datos de series de tiempo. Los éxitos más interesantes en 
las PNL incluyen la traducción automática, la generación 
de texto y la sub-titulación de imágenes. En salud, las tec-
nologías de aprendizaje profundo y de lenguaje secuen-
ciales potencian las aplicaciones en dominios como los 
registros de salud electrónicos ya mencionados. La histo-
ria clínica digitalizada de una gran organización médica 
puede capturar las transacciones médicas de más de 10 
millones de pacientes a lo largo de una década58,59, una 
sola hospitalización por sí sola generalmente genera unos 
150.000 datos. 

Es por esto que la aplicación de métodos de aprendiza-
je profundo a los datos registrados electrónicamente es 
un área en rápida expansión. En este momento, al hacer 
predicciones en medicina la mayoría de los estudios han 
utilizado aprendizaje supervisado en conjuntos limitados 
de datos estructurados, que incluyen resultados de labo-
ratorio, signos vitales, códigos de diagnóstico y datos de-
mográficos. Para dar cuenta de los datos estructurados 
y no estructurados que contienen las historias médicas 
digitales y analógicas (en papel), los investigadores están 
empezando a emplear enfoques de aprendizaje no super-
visados en los cuales las redes se entrenan primero para 
aprender representaciones útiles mediante la compresión 
y luego la reconstrucción de datos sin etiquetar, para pre-
decir diagnósticos específicos. 

l aprendizaje automático no es un dispositivo 
mágico que puede convertir datos en solu-
ciones perfectas e inmediatas, más bien debe 

considerarse como una extensión de los procedimientos es-
tadísticos que venimos utilizando desde hace décadas. Te-
niendo en cuenta la gran cantidad de información a la que 
un médico tiene acceso y probablemente tendrá que ana-
lizar, una decisión clínica puede ser una tarea abrumadora.

La calidad de los resultados que puede darnos un algorit-
mo depende de la cantidad y calidad de los datos con los 
que alimentamos nuestro sistema, por lo que el sistema 
de generación y recolección de datos es estratégico para 
resultados robustos y válidos. Esto es especialmente cierto 
en el cuidado de la salud ya que estos algoritmos tienen 
el potencial de afectar la vida de millones de pacientes. 
De seguro, el deep learning no sustituirá a los médicos en 
el futuro cercano. Pero al eliminar gran parte del trabajo 
aburrido y la memorización, facilitarán a los médicos a en-
focarse en el cuidado de los pacientes y a tomar decisiones 
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dentro de un contexto de miles de resultados en el ámbito 
clínico que forman parte de toda nuestra evidencia cientí-
fica acumulada en cientos de años de investigación.
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